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Str. 11, ods. 4
(resp. Tab. B na
str. 41)

Odvetvie financnych ¢innosti je malo
zastupené v datach.

Podla tabulky B je medzi
auditovanymi spolo¢nostami za
vSetky tri pouzité roky dokopy
len jedna firma z tohto odvetvia.
To sotva ponuka dostatok
informacii pre zov3eobecnitelné

pripomienka nebola akceptovana
Ide o kategorialnu premennu, ktora
vstupuje do binary selection modelu
(BSM), aby ovplyvnila pripadny
vyber firmy na audit. Pre tento typ
premennych je aj jedno




vysledky pre toto odvetvie a pri
modelovani by snad bolo
vhodnejSie toto odvetvie zlucit
S nejakym inym.

Finan¢né Cinnosti tieZz ako jediné
z pouzivanych odvetvi nie su
uvedené v tabulke 2.

pozorovanie s hodnotou zavysle
premennej = 1, cenné. Napr. je
bezné, Ze sa do regresnych
modelov vkladaju dummy
premenné na modelovanie
Specifickych  (napr. extrémnych)
pozorovani. Aj v takom pripade ma
model k dispozicii len 1
pozorovanie, ktoré ale vyrazne
ovplyviiuje  fit. Pre uvedené

odvetvie mame teda sice len 1
firmu vybranu na audit, ale zaroven
niekolko firiem ztoho istého
odvetvia, ktoré neboli auditované.
Tie tiez vstupuju do odhadu BSM.
Akurat, pre ne ma zavisle
premenna hodnotu 0.

Zlu€enie sinym sektorom je vzdy
subjektivny krok nie je nevyhnutny.

Tabulka 2 (v _aktualnej verzii je to
Tabulka 3) je sucastou kapitoly 4.3.

kde uvadzame len vybrané
charakteristiky.

V tabulke nie je tento sektor
uvedeny, preto, Ze tento sektor
nevstupuje ako premenna do
modelu, v ktorom predikujeme

vySky nalezov (outcome equation).




V tabulkach v apendixe tento sektor
uz nechyba.

Str. 13, ods. 1-2

Udaje v texte
s tabulkou 2.

nekoredponduju

Na konci prvého odseku sa tvrdi,
ze velké firmy maju najvysSiu
noncompliance

per firm. Podla tabulky 2 je
priemer vyrazne VvyS8Si pre
stredné podniky (a median este
vyraznejsie).

Na konci druhého odseku sa
tvrdi, ze 33 % Uunikov je
v obchode, pri¢om podla tabulky
2 jeto 47 %.

V rovnakej vete sa piSe, ze
noncompliance per firm je
najvyssia v polhohospodarstve.
Ak je tym mysleny median, tak to
sedi s tabulkou, ale nie je to
patkrat vySSie (ako v odvetvi
obchodu?).

Podobne na vrchu strany 29
vbode (iv) sa tvrdi, Ze
zahrani¢né firmy sa v priemere
vyhybaju dani o viac ako 50 %
viac ako domace firmy. Podla
tabulky 7 je to o viac ako 82 %.

pripomienka bola akceptovana

V Tabulke 2 (v aktualnej verzii
Tabulke 3) je udaj spravny. V texte
bola chyba. Nastala v désledku
Upravy kritéria pre zaradenie firmy
do jednotlivych kategérii podla
velkosti. Po zohfadneni trzieb
(revenues) sa niektoré velké firmy
presunuli zLlLarge do kategérie
Medium. Toto sme  zabudli
zohladnit' v texte.

Suhlasime s pripomienkou, spravne
ma byt 47%.

Ano myslime median (v sulade
s 15.  poznamkou pod Ciarou
aktualne na str. 15). 5x vysSia bola
hodnota medianu celej populacie
(660Eur) voci hodnote v uvedenom
sektore. Formulaciu sme upravili
tak, aby neboli pochybnosti.

Tvrdili_sme, Ze pri_zahrani¢nych
firmach je vyska nedoplatkov 0 50%
vacSia ako pri_domacich firmach.




U zahrani¢nych je tato hodnota 211
Eur, pri domacich je to 117 Eur, ¢o

je ccab0%. Formulaciu sme
upravili tak, aby nevznikli
pochybnosti.

Str. 18, ods. 1-2

sy

zarucuije citlivost aspon 50 %?

tato
ako

Z textu
hodnota

svove

vyznieva, ze
bola vybrata

out-of-sample  citlivost aspoh
50 %. V tabulke 3 je ale pri c =
50 citlivost najmenej 63 % pre
rok 2015. Naozaj by to pre ¢ =
49 vyslo uz pod 50 %?

Taktiez tvrdenie, Ze z hladiska
AUC nie je takmer Ziadny rozdiel
medzi ¢ = 1 a ¢ = 50, nie je velmi
Stastne zvolené. Narast AUC o
niekolko percentualnych bodov
je Standardne povazovany za
vyrazné zlep$enie.

pripomienka bola akceptovana

Hodnota c=50 bola ziskana ako
maximum z

{C2014> C20155 2016}
t. j., z Cisiel
{43, 38, 50!

Opravili sme aj tvrdenie
o0 zanedbatelnom zlepSeni v sulade
s vyhradou recenzenta.

Sekcia 2

Linearny model mdze byt obmedzujuci.

PouZité modely predpokladaju
linearne vztahy medzi
premennymi, ¢o, pochopitelne,

nemusi koreSpondovat
s realitou. Bolo by prinosné
vyskuSat aj modely, ktoré
nerobia takéto predpoklady.

pripomienka bola ¢iasto¢ne
akceptovana

Rozumieme obavam, Ze pouZitie
linearnych modelov je restriktivne.
Na druhej strane ide o beznu prax,
ktora ma svoje teoretické aj
praktické dévody.




Autori v [1] napriklad pri odhade

VAT tax gap  pouzivaju
dvojkrokovy gradient boosting,
ktorému sa dari lepSie ako
klasickému Hackmanovmu
modelu.

[1] Tagliaferri, Scacciatelli, Di

Loro:

VAT tax gap prediction: a
2-steps Gradient  Boosting
approach, preprint,
arXiv:1912.03781

Pre nasSe ucely rozliSujeme
predpoklad linearity v binary
selection modeli (BSM)
avoutcome modeli. Pouzitim

semi-parametrického odhadu BSM
modelu sme odstranili predpoklad
linearity v tejto Casti. Porovnanim
vysledku s parametrickym Probit
modelom sme zistili, ze predikéné
kvality modelov su rovnaké. Pre
vystupnu regresiu (outcome) model

predpoklada linearny vztah. Je
faktom, ze skutoény DGP
nepozname, ale je velmi
nepravdepodobné, Ze by bol
linearny v charakteristikdch X. Na
zaklade coho je vSak mozné
konstatovat, Ze postup zvoleny

v Tagliaferri et al. je lep§i? Podla
nas ni¢ nezarucCuje, Ze dostaneme
lepSiu aproximaciu DGP, ¢&i lepSiu
predikciu out-of-sample.
Argumentom pre zachovanie
sucasného pristupu podla nas je:

1. jednoduché metody cCasto
predpovedaju mimo vzorky
lepsie, nez vysoko



https://arxiv.org/abs/1912.03781

sofistikované

a parametrizované
pristupy (vo financiach to
plati napr. pre
random-walk model).
Predpoklad linearity v nami
zvolenom pristupe
nevnimame ako chybu, len
tym obmedzujeme
schopnost modelu fiknut
trénovacie data, avsak, na
prospech transparentnosti
odhadu ako takého.

Navrhovany Gradient
boosting ma, podobne ako
dalSie moderné nadstavby
regresnych  modelov
metddou, ktora ma velké
praktické uplatnenie
v situaciach, ked nie je
potrebné vysvetlit, ako sa
model k vysledku
dopracoval, ale ide len
o kone¢nu presnost fitu.

Problémom tychto
pristupov je, Ze ich
teoreticky optimalne




vlastnosti su  zaruCené
technickymi a tazko
overitefnymi predpokladmi.
V praxi (v R package-och)
je potrebné implementovat
ich pomocou heuristickych
algoritmov. Tie zavisia na
velkom pocte
hyperparametrov  (napr.
poCet bootstrap replikacii,
vahy, ktoré su prikladané
minulym chybam modelu,
na baze ktorych sa model
uci), ktorych hodnoty treba
uhadnut pomocou
trénovacich dat anie je
zarucené, Ze su optimalne
aj pre out-of-sample.

Apriori  nie je nijak
odovodnitelny vyber
konkrétnej machin learning
metddy. Ak nas
obmedzuje konkrétne
problém S moznou
nelinearitou DGP, existuju
desiatky moznych tried
ensemble metéd aich
podtried.  Existuju  tiez
modely neurénovych sieti,




ktoré su vhodnejSie na
out-of-sample predpovede
(Vid. Hastie et al. The
Elements of Statistical
Learning). Ni¢ vSak
nezaruCuje, Ze ak nejaka
konkrétna metéda funguje
na konkrétnych datach
lepSie ako ina, bude to
platit aj na naSe data.a

Koli zavyslosti ich kvalit na

konkrétnom type
predikéného problému
ana velkom mnozZstve
hyperparametrov je
potrebne metody

navzajom porovnavat a na
to je potrebne mat
dostato€ne velku
testovaciu vzorku. To v3ak
nie je nas pripad. Praca,
ktoru recenzent cituje ma
k dispozicii 18 000 auditov,
zatial ¢o my len cca 1100.
Porovnanie zaverov
Tagliaferri et al, snaSou
pracou bolo pre nas
prinosom, lebo naa
motivovalo  k zamysleniu




sa nad moznymi buducimi
pristupmi, ktoré bude
mozné uplatnit pri
aktualnom odhade
medzery na DPH zdola.
Av8ak, ich praca je

nepublikovana, zrejme
nepresla recenznym
konanim ama niekolko
nedostatkov. Napr:
Niektoré motivacné
tvrdenia autorov

o nedostatkoch

Heckmanovho modelu su
velmi nejasne formulované
a v literature boli mnohé
nedostatky (tykajuce sa
napr. striktného
predpokladu normality)
prekonané. Dalej, autori sa
odkazuju na clanok, ktory
aplikoval selection bias
correction pre rézne
machinelearning techniky,
avSak iSlo o klasifikatne
algoritmy, ktoré su scasti
robustné voci bias sample
selection akorekcia je
potrebna hlavne pri




vyhodnocovani ich

presnosti (pomocou
MSPE). Nikde vS$ak nie je
spomenuty gradient

boosting a hlavne, nejde
o rovnaky setup, lebo ich
output je kategorialna

premenna. Stredna
hodnota takejto premennej
je prislusna

pravdepodobnost, zatial
¢o u nas (a aj u Tagliaferri
et al.) je to realna veliina,
ktorej stredna hodnota je

kombinaciu hodnoty
a pravdepodobnosti, t;j.,
teoreticka platnost

korekcie nie je dokazana
pre nas setup.

V zavere autori
porovnavaju predikéné
schopnosti modelov

pomocou Statistiky R2, ¢o
vSak nie je beZnou praxou,
najma ak ide o predikciu
agregovane;j velkosti
noncompliance, nie
o individualne hodnoty.
Dalej autori spominaju, ze




v implementacii zvolili
vazenie jednotlivych weak
learners cez bagging, nie
boosting. Bagging je
naivnejsou verziou
ensemble metdd, kde
model nekoriguje svoje
predoslé chyby pomocou
vah, preto by sa c¢lanok
mal volat VAT tax gap
prediction:  a 2-steps
Bagging approach




CELKOVE HODNOTENIE (recenzent/ka vyplni tuto éast’ po vysporiadani sa s pripomienkami analytickou jednotkou):

Analyzu povazujem za kvalitne spracovanu a bez pochyb predstavuje cenny ,opacny“ pohlad na dafiovu medzeru oproti tradicnému
top-down pristupu, ktory okrem iného odhadu celkovej dafovej medzery umozriuje skimat aj Struktiru danovej medzery z hladiska
charakteristik individualnych firiem. Prave toto méze byt mimoriadne napomocné pri efektivnejSom cieleni auditov.

[1] Vyber medzi: 1. analyza (komplexny analyticky material s navrhmi konkrétnych systémovych opatreni); 2. komentar (rozsahovo mensi
analyticky material venujuci sa konkrétnemu ciastkovému problému); 3. manual (metodické usmernenie vyplyvajuce z potreby zjednotenia
procesov a postupov v konkrétnej oblasti).

[2] Format 1 pre komentar/manual (2 recenzenti bez povinného odborného workshopu); Format 2 pre analyzu (3 recenzenti a povinny odborny
workshop).

[3] Do tabulky znacit’ pripomienky zasadného metodologického a obsahového charakteru (nie Stylistické €i gramatické opravy).

[4] VypIni analyticka jednotka: pripomienka bola akceptovana / pripomienka nebola akceptovana a zdévodnenie / pripomienka bola CiastoCne

akceptovana a zdévodnenie.



